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Abstract. The aim of this work is to evaluate the supportteemachine (SVM) classifier, which is part of a
theoretically superior machine learning algorithfine area surrounding Itumbiara reservoir in theteSt#
Goias, Brazil, was selected as a case study ty oatrthe classification of a CCD CBERS-2 imagee Tlasses
were defined in accordance with the Land Cover sifigation System of the Food addjriculture Organization
of the United Nations (FAO) as Cultivated and Masthtgerrestrial Areas, Natural and Semi-Natural tatign,
Artificial Surfaces and Associated Areas, Bare Aremd Natural and Artificial Waterbodies. Trainsgfs were
collected for each class and than the algorithm aygdied. Matrix confusion and the Kappa coeffitewere
used to evaluate the classificatialgorithm. The computed accuracy was about 75%tlaeadappa coefficient
60%. According to these results the optimal clagpmmation by SVM algorithm was considered reas@ngbbd.

Palavras-chave:digital image processing, supervised classificatiand use and cover, Itumbiara Reservoir,
processamento digital de imagens, classificacaersigionada, uso e cobertura do solo, Reservatbeio
Itumbiara.

1. Introducéo

Os problemas em processamento de dados em sermmigamemoto geralmente
envolvem a identificagcdo especifica da coberturatetaa, a estimativa de parametros
biogeofisicos e a extracdo de feicdes. Essa vaigeda problemas tem aumentada a sua
complexidade dependendo dos cenarios analisadosreDas aplicacdes mais difundidas do
sensoriamento remoto destaca-se 0 mapeamento de usbertura do solo, cuja rapida
modificacdo no século XX tornou ineficiente oseisas de tradicionais de aerolevantamento
devido ao custo de aquisicdo. Nas ultimas trésddéca sensoriamento remoto se tornou a
fonte primaria de informacBes sobre a coberturasdi® em decorréncia dos avancos
tecnoldgicos nos sistemas sensores e da ampliacAdndero de paises que operam sistemas
de Observacao da Terra (Foody e Mathur, 2004)sEstamologias tém permitido a aquisicao
de informacdes sobre grandes &reas geogréaficafemntes resolucdes espaciais, temporais,
espectrais e radiométricas.

Brassoulis (1999) chama a atencéo para o fato é@sgjeonceitos de cobertura do solo e
uso do solo sdo similares, mas nado equivalenteher@ra do solo compreende a
caracterizagdo do estado fisico, quimico e biotgia superficie terrestre, como por
exemplo, floresta, graminea, agua ou area conatrBi outro lado, uso do solo se refere aos
propositos humanos associados aquela coberturap pamexemplo, pecuaria, recreacao,
conservacao ou area residencial.

A disponibilidade de dados dos satélites CBERS=BERS-2B (Satélite Sino-Brasileiro
de Recursos Terrestres) de forma gratuita na iettéem aumentado o uso de imagens nas
diversas aplicacbes de sensoriamento remoto. O GBERarrega trés cameras: CCD (C
Camera Imageadora de Alta Resolucdo), IRMSS (Inthgepor Varredura de Média
Resolucdo) e WFI (Camera Imageadora de Amplo Cahepdisada), e esta no fim de sua
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vida util, sendo substituido pelo satélite CBERS-Bicado em outubro de 2007. Este
satélite é muito semelhante aos CBERS-2, mas o ERRMSsubstituido pela Céamera
Pancromatica de Alta Resolu¢do — HRC (Epiphana.e2007).

Véarios programas de manejo dos recursos naturéasejpmento e monitoramento
dependem de informacOes acuradas sobre a cobettursolo em determinada regido.
Exemplo pratico é o apresentado por Selhorst €2@07) em que as imagens CCD-CBERS-
2 sao utilizadas no monitoramento e fiscalizacadekmatamento na Amazonia por meio de
algoritmos de classificagéo digital de imagens.

Dada a importancia das técnicas de classificacamaqmeamento do uso e cobertura do
solo e a disponibilidade de novos métodos na tilemao objetivo deste trabalho é avaliar o
algoritmo de classificacdo SVMfpport Vector Machine) na separacao 6tima de classes em
imagens CCD-CBERS-2. Estudos recentes (Huang,&2042; Foody e Mathur, 2004; Pal e
Mather, 2005) mostram que o classificador SVM temesentados resultados superiores aos
outros métodos de classificagdo, como Redes NemrAigores de Decisdo, para imagens de
sensoriamento remoto.

1.1 Fundamentacéo tedrica

Classificacdo € o processo que permite relacionxaispem imagens de satélite a uma
devida classe do terreno. Os algoritmos normalmetitzados para a realizacdo deste
processo sao conhecidos por classificadores deemsa@Mather, 1999). Os classificadores
podem ser enquadrados em dois grupos: (i) os rEngsionados e (ii) os supervisionados.
Dentre os ndo supervisionados estdo, o IsoDataKem@édias; dentre os supervisionados
estdo, o paralelepipedo, o distancia minima, maxmr@ssimilnanca, mapeamento por
angulo espectral, arvores de decisdo, redes negiraiais recentemente SQupport Vector
Machines (SVM). Os algoritmos de aprendizagem de maquind)Stém como objetivo a
determinacao de limites de decisdo que produzamseperacao Otima entre classes por meio
da minimizag&o dos erros (Vapnik, 1995). O SVM @&tesem uma técnica computacional de
aprendizado para problemas de reconhecimento d@i@altitroduzida por meio da teoria
estatistica de aprendizagem por Vapnik (1995), elsssificacdo € baseada no principio de
separacao Otima entre classes, tal que se assk@3eseparaveis, a solucdo é escolhida de
forma a separar o0 méximo as classes. Recentemen®/M foi utilizado na éarea de
sensoriamento remoto com relativo sucesso (Brovah,e2000; Melgani e Bruzzone, 2004).

O algoritmo pode ser descrito da seguinte formaagldD’ amostras de treinamento

{xi,yi}, comi=1,2..., D, onde xiOO" & uma representacdo vetorial de um conjunto e
yi D{—],]} € sua classe associada. Neste processo existélistmiauicido de probabilidade
P(x, y) desconhecida da qual os dados de treinamento i¢h@alos. Ou seja, 0 processo de

treinamento consiste em treinar um classificadofod@a que este aprenda um mapeamento
X+ y por meio de exemplos (classes) de treinameripy{ } de forma que a maquina seja

capaz de classificar um exemplg, y) ainda ndo visto que siga a mesma distribuicdo de
probabilidade(P) dos exemplos de treinamento.
O diferencial do SVM consiste em minimizar a exptea de err@(¢ ¢m uma

classificacéo tal que(¢ & dado por(¢) = I%|y— f(x,¢)|dP(x, ).

A distribuicdo de probabilidadd’(x,y n@io € conhecida (como discutido acima) nao
sendo possivel entdo computar esta equacdo. P ladlo, o risco empiricog, (¢),
definido como a média da taxa de erro nos elemaifdosonjunto de treinamento pode ser
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D
definido comog,, (¢) :%Z]yi - f(xi,c)|. Sendo queg, (¢ ¢ fixo para umg arbitrario e
i=1

um conjunto de treinamentod, yi} .

A separacdo Otima entre classes ocorre por meiandéhiperplano condiciona(L )
(Figura 1), tal que este plano € orientado paramiaar a margem (distancia entre as bordas,
L, e L,) e pelo ponto mais préximo de cada classe.

& Vetor suporte

Hiperplano de separagdo 6tima

; i L ® \\ % i
Origem *e N L
L,

Figura 1: Esquema de classificacdo por meio do SMiljificado de Huang et al. (2002) e
Melgani e Bruzzone (2004).

O SVM possui quatro funcdes, sendo elas (i) lin@argquadratica, (iii) polinomial e (iv)
funcéo de base radial. Neste estudo serd utiliaddacdo de base radial (FBR). Esta funcao
foi escolhida, pois todas as outras trés funcbes/adiactes da FBR e segundo Brown et al.
(2000), Huang et al. (2002), Melgani e BruzzoneO&0o FBR apresenta os melhores
resultados na separacao otima de classes.

1.2 Area de estudo

Para testar a eficiéncia do método SVM na clasgifio de imagens CCD-CBERS-2, a
regido da bacia de drenagem do reservatorio debitwenfoi selecionada. A escolha desta
area de estudo foi ditada pela presenca de umdediversidade de classes de ocupacédo do
solo e por ser objeto de estudo do projeto FAPES®7/28103-2, que tem entre seus
objetivos estudar a evolugéo do uso e ocupacacena a

O Reservatério da UHE Itumbiara (18°25’S, 49°06'®¥}a localizado no bioma cerrado,
na divisa dos estados de Minas Gerais, no Trianddioeiro, e Goias. E formado
principalmente pelo represamento dos rios Paranditaguari e Corumba. Possui forma
dendritica, com 814 Kfte area inundada (Figura 2).

2. Metodologia

Para execucdo deste trabalho foram adquiridas ckreas do sensor CCD do satélite
CBERS-2 (6rbita/ponto 158/120 e 158/121) refererted2/09/2007 (bandas 2 (0,52-0,59
um), 3 (0,63-069 um) e 4 (0,77-089 um), as quaielrem a bacia de drenagem do
reservatério de Itumbiara. A corregcdo geométricadalizada utilizando-se como referéncia
uma cena ortorretificada disponibilizada peld&lobal Land Cover Facility
(http://glcf.umiacs.umd.edu/index.shtml).

As imagens CCD-CBERS-2 foram restauradas segundoegimentos descritos por
Fedorov e Fonseca (1995) e parametros de EIFOVpEate visada efetivo do sensor)
definidos por Gouvéat al. (2007) obtidos por meio de técnicas de mineraigaados.
Segundo Gonzalez (2001) a restauracao permite upesgdo de uma imagem que foi
degradada por meio do conhecimeniwiari da causa desta degradacéo. Apos a restauracao

2081



Anais XIV Simposio Brasileiro de Sensoriamento Remoto, Natal, Brasil, 25-30 abril 2009, INPE, p. 2079-2086.

as cenas 158/120 e 158/121 foram submetidas a@dnoento de mosaico. Foram entao
definidas as classes a serem classificadas pordnesyM.
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Figura 2: Localizagdo da UHE de Itumbiara.

A definicdo das classes foi realizada acordo com o Sistema de Classificagdo de
Cobertura do Solo (LCCS), versédo 2, da FA®@od and Agriculture Organization of the
United Nations; Di Gregdrio, 2005), conforme descrito na Tabela 1

Tabela 1: Classes utilizadas na classificacido da CE€D-CBERS-2.

Areas onde a vegetacéo natural foi removida ou ficadi e
substituida por outros tipos de cobertura vegetalodgem
antrépica, essa vegetagado requer cuidados humarmsnanté-la
em longo prazo;

Areas terrestres cultivadas e gerenciadas

Areas onde a cobertura vegetal estd em equilibno o
fatores biéticos e abibticos, e vegetacdo ndo qintpelo
homem, mas influenciada por suas atividades, réspeente.
Em vegetagdo semi-natural encontram-se 0s pastos;

Vegetagdo natural e semi-natural

Referem-se a areas que possuem cobertura artificial
Superficies artificiais e areas associadas resultante de atividades humanas como, por exerolades e
vias de transporte;

Areas que ndo apresentam uma cobertura artifiesaltante
Areas expostas de atividades humanas. Essas areas incluem aneemenos de
4% de cobertura vegetal, como rochas e desertos;

Areas naturalmente cobertas por agua, como lagassee
areas cobertas por 4gua devido a construcdo detagetomo
reservatorios, canais e lagos artificiais. No aesa@rea de estudo
essa classe se refere aos rios e ao reservatdtisnuigiara

Corpos d'agua naturais e artificiais

Posteriormente, foi aplicado o algoritn8ipport Vector Machine no mosaico CCD-
CBERS-2, utilizando-se as classes definidas na ldabe Dentre as fungbes de Kernel
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disponiveis no SVM optou-se por utilizar a de baskal por ter apresentado bons resultados
em outros trabalhos (Melgani e Bruzzone, 2084seguir, o desempenho do algoritmo foi
avaliado por meio da matriz de confusdo, do caafiei Kappa e dos erros de omissédo e
inclusdo utilizando um mapa tematico de referéndm.principais etapas desse trabalho
encontram-se resumidas na Figura 3.

Imagem Imagem
CCD - CBERS 2 CCD - CBERS 2
158/120 158/121

| Restauragao Restauragao |

Mosaico

Classificagdo Supervisionada
Support Vector Machine

l

Mapa de referéncia | | Imagem classificada

Avaliagao do classificador

Matriz de confusdo

Coeficiente Kappa
Figura 3. Sequiéncia metodoldgica utilizada no priesegabalho.

3. Resultados e Discussao

O uso conjunto do método de restauracdo de imadessnvolvido por Fedorov e
Fonseca (1995) com os parametros de EIFOV defirpdo$souvéat al. (2007) resultou em
uma imagem de melhor qualidade visual (Figura 4).

A avaliacdo do SVM resultou em uma acuracia tdeabproximadamente 75%, obtida
através da soma do numero de pixels classificadiwstamente, dividida pelo niumero total
de pixels. Em estudos recentes, o classificador $8iMomparado com outros métodos de
classificacéo, como redes neurais, e arvores deaidepara imagens de sensoriamento remoto
e superou todos em robustez e acuracia (Huang, €0812; Foody e Mathur, 2004; Pal e
Mather, 2005).
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Figura 4: (a) Mosaico das cenas CCD CBERS-2 do rRMmo de Itumblara (R4G3B2) de
02/009/2007, (b) detalhe da imagem original dehnt pelo retangulo em vermelho, (c)
detalhe da imagem restaurada.

A matriz de confusdo mostrou que a classe “Corp@agud naturais ou artificiais” foi a
melhor classificada (Tabela 2), com 95% de exatidao

Tabela 2: Matriz de confusédo (em porcentagem) assdicador SVM.

Areas cultivadas e Superficies Areas
Corpos d'dgua Vegetacao gerenciadas artificiais expostas  Total
Corpos d'agua 95,06 0,09 0,19 0,08 0,01 10,2
Vegetagéo 2,57 91,92 18,67 11,42 30,03 37,4
Areas cultivadas e gerenciadas 1,64 4,66 60,17 26,55 26,89 28,89
Superficies artificiais 0,54 3,27 20,73 61,52 0,08 9,74
Areas expostas 0 0,07 0,25 0,43 42,97 4,48
Total 100 100 100 100 100 100

De uma forma geral, todas as classes apresentananclassificacido satisfatéria, porém
as classes “Corpos d'agua naturais ou artificidiéfeas terrestres cultivadas e gerenciadas”
e “Areas expostas” foram subestimadas. Ja as sld¥sgetacdo terrestre natural e semi-
natural” e “Superficies artificiais e areas assasd foram superestimadas.

A Figura 5 permite a comparacao do resultado daagdlo do algoritmo SVM a CCD-
CBERS-2 em relacdo ao mapa de referéncia. O algmifibi inadequado para classificar as
areas urbanas, representadas pela classe “Sugerditificiais e areas associadas”, o que
também pode ser comprovado pela analise da matrezrds (Tabela 2). Esta matriz mostra
os erros de inclusdo, que representam os pixelgdmentagem) pertencentes a outras classes
e que foram erroneamente atribuidos a classe ele&se; e 0os erros de omissao representam
0s pixels que pertencem a classe de interessay plassificador atribuiu a outras classes.
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I:I Areas terrestres cultivadas e gerenciadas - Vegetacéo natural e semi-natural

- Corpos d’agua naturais e artificiais - Superficies artificiais e areas associadas - Nenhuma

Figura 5: Resultado da classificagdo das imageri3/CBERS-2. (a) mapa de referéncia e (b)
classificacao realizada pelo algoritmospport vector machine.

A Tabela 3 mostra que a classe “Areas expostagisaptou maior erro de omiss&o, ou
seja, 57% dos pixels que foram classificados co&wosendo desta classe, na verdade eram.

Tabela 3: Erros de omisséo e comissao (em poram)agferentes ao classificador SVM.
Erros de incluséao (%) Erros de omisséo (%)

Corpos d'agua 1,1 4,94
Vegetacgao 29,36 8,08
Areas cultivadas e gerenciadas 15,17 39,83
Superficies artificiais 97,05 38,48
Areas expostas 2,83 57,03

O coeficiente Kappa encontrado foi de 0,665, ob%6,mostrando que o classificador
Support Vector Machine obteve uma acuracia satisfatoria. De acordo comtdikae Koch
(1977) coeficientes que estao entre 0,61 e 0,8@®@d&iderados robustos, 0 que caracteriza o
desempenho do algoritmo SVM como sendo muito boilgurAas classes apresentaram
confusdo entre si por apresentarem um comportanespectral semelhante. Confusdo que
pode estar associada com a baixa resolucdo especadiométrica do sensor CCD, aliada a
presenca de ruidos.

4. Conclusdes

Este trabalho teve como objetivo avaliar o clasaifor SVM na separacdo Otima de
classes em imagens CCD-CBERS-2 da regidao no endarHE de Itumbiara.

A classificacdo da cena CCD-CBERS-2 por meio do SuiMtonsiderada muito boa, o
gue mostrou uma minimizacdo de erros pelo algoritiste resultado permite que a
classificacdo de uma cena seja realizada de forais operacional com menor esfor¢co em
edicdo matricial.

Para um melhor resultado na classificacdo de cEQ43-CBERS-2 sugere-se testar as
outras funcoes de€ernel (linear, sigmoide e polinomial) do algoritmo SVM.
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